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基于特征级联卷积网络的双目立体匹配

吴俊稢１，陈　震１，张聪炫１，２，江少锋１，尚　璇１
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　　摘　要：　针对图像序列病态区域匹配歧义性以及稠密视差图连通性的问题，本文提出一种基于特征级联卷积神
经网络的双目立体匹配计算方法．构造特征重用的全卷积密集块，利用“跳连接”机制将浅层提取的特征图级联到后
续子层，对深层卷积丢失的局部特征信息进行补偿．引入指示函数划分一定大小的训练集，将其批量输入特征级联卷
积网络模型进行前向传播，同时通过小批量梯度下降（ＭｉｎｉＢａｔｃｈＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＭＢＧＤ）策略更新初始权重和偏置
参数．根据负连接神经元对网络模型的输出进行初始匹配代价计算，并利用十字交叉域代价聚合（ＣｒｏｓｓＢａｓｅｄＣｏｓｔ
Ａｇｇｒｅｇａｔｉｏｎ，ＣＢＣＡ）和半全局立体匹配（ＳｅｍｉＧｌｏｂａｌＭａｔｃｈｉｎｇ，ＳＧＭ）等算法对代价函数进行优化，求得精准稠密的视
差图．分别采用Ｍｉｄｄｌｅｂｕｒｙ数据库提供的训练和测试立体图像集对本文方法和深度学习方法 ＭＣＣＮＮ、ＣＢＭＶ、ＭＣ
ＣＮＮＷＳ等具有代表性方法进行对比测试．实验结果表明，本文方法具有较高的视差计算精度和鲁棒性，尤其对复杂
场景、光照变化以及弱纹理等困难场景图像序列能有效提高匹配率和保持图像细节．

关键词：　图像序列；稠密视差图；双目立体匹配；卷积神经网络；全卷积密集块；匹配代价；前向传播
中图分类号：　ＴＰ３９１　　　文献标识码：　Ａ　　　文章编号：　０３７２２１１２（２０２１）０４０６９００６
电子学报ＵＲＬ：ｈｔｔｐ：／／ｗｗｗ．ｅｊｏｕｒｎａｌ．ｏｒｇ．ｃｎ　 ＤＯＩ：１０．１２２６３／ＤＺＸＢ．２０１９０１３５

ＢｉｎｏｃｕｌａｒＳｔｅｒｅｏＭａｔｃｈｉｎｇＢａｓｅｄｏｎＦｅａｔｕｒｅＣａｓｃａｄｅ
ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋ

ＷＵＪｕｎｊｉｅ１，ＣＨＥＮＺｈｅｎ１，ＺＨＡＮＧＣｏｎｇｘｕａｎ１，２，ＪＩＡＮＧＳｈａｏｆｅｎｇ１，ＳＨＡＮＧＸｕａｎ１

（１ＫｅｙＬａｂｏｒａｔｏｒｙｏｆＮｏｎｄｅｓｔｒｕｃｔｉｖｅＴｅｓｔｉｎｇ，ＭｉｎｉｓｔｒｙｏｆＥｄｕｃａｔｉｏｎ，ＮａｎｃｈａｎｇＨａｎｇｋｏｎｇＵｎｉｖｅｒｓｉｔｙ，Ｎａｎｃｈａｎｇ，Ｊｉａｎｇｘｉ３３００６３，Ｃｈｉｎａ；
２ＩｎｓｔｉｔｕｔｅｏｆＡｕｔｏｍａｔｉｏｎ，ＣｈｉｎｅｓｅＡｃａｄｅｍｙｏｆＳｃｉｅｎｃｅｓ，Ｂｅｉｊｉｎｇ１００１９０，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：　Ｉｎｏｒｄｅｒｔｏｏｖｅｒｃｏｍｅｔｈｅａｍｂｉｇｕｉｔｙｏｆｉｌｌｐｏｓｅｄｒｅｇｉｏｎｓｍａｔｃｈｉｎｇｗｈｉｌｅｅｎｈａｎｃｉｎｇｔｈｅｃｏｎｎｅｃｔｉｖｉｔｙｏｆｄｅｎｓｅ
ｄｉｓｐａｒｉｔｙｍａｐ，ｔｈｉｓｐａｐｅｒｐｒｏｐｏｓｅｓａｂｉｎｏｃｕｌａｒｓｔｅｒｅｏｍａｔｃｈｉｎｇｍｅｔｈｏｄｂａｓｅｄｏｎｆｅａｔｕｒｅｃａｓｃａｄｅｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔ
ｗｏｒｋ．Ｗｅｃｏｎｓｔｒｕｃｔｅｄａｆｕｌｌｙｃｏｎｖｏｌｕｔｉｏｎａｌｄｅｎｓｅｌｙｂｌｏｃｋｗｉｔｈｆｅａｔｕｒｅｒｅｕｓｅｔｏｕｔｉｌｉｚｅｔｈｅ“ｓｋｉｐｃｏｎｎｅｃｔｉｏｎ”ｍｅｃｈａｎｉｓｍｔｏ
ｔｒａｎｓｍｉｔｔｈｅｆｅａｔｕｒｅｍａｐｓｅｘｔｒａｃｔｅｄｆｒｏｍｔｈｅｐｒｅｖｉｏｕｓｌａｙｅｒｓｔｏａｌｌｓｕｂｓｅｑｕｅｎｔｌａｙｅｒｓ，ａｎｄｃｏｍｐｅｎｓａｔｅｄｔｈｅｌｏｃａｌｆｅａｔｕｒｅｉｎｆｏｒ
ｍａｔｉｏｎｏｆｄｅｅｐｃｏｎｖｏｌｕｔｉｏｎｌｏｓｉｎｇ．Ａｔｔｈｅｆｏｒｗａｒｄｐｒｏｐａｇａｔｉｏｎｓｔａｇｅ，ｗｅｄｅｓｉｇｎｅｄａｎｉｎｄｉｃａｔｏｒｆｕｎｃｔｉｏｎｔｏｄｉｖｉｄｅａｃｅｒｔａｉｎ
ｓｉｚｅｏｆｔｈｅｔｒａｉｎｉｎｇｓｅｔａｓｔｈｅｉｎｐｕｔｏｆｔｈｅｆｅａｔｕｒｅｃａｓｃａｄｅｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｍｏｄｅｌ，ａｎｄａｐｐｌｉｅｄｔｈｅＭｉｎｉＢａｔｃｈＧｒａｄｉｅｎｔ
Ｄｅｓｃｅｎｔ（ＭＢＧＤ）ｓｔｒａｔｅｇｙｔｏｕｐｄａｔｅｔｈｅｉｎｉｔｉａｌｗｅｉｇｈｔａｎｄｂｉａｓｐａｒａｍｅｔｅｒｓ．Ｗｅｃｏｍｐｕｔｅｄｔｈｅｉｎｉｔｉａｌｍａｔｃｈｉｎｇｃｏｓｔａｃｃｏｒｄｉｎｇ
ｔｏｔｈｅｏｕｔｐｕｔｏｆｔｈｅｐｒｅｓｅｎｔｅｄｎｅｔｗｏｒｋｍｏｄｅｌ，ａｎｄｕｓｅｄｔｈｅＣｒｏｓｓＢａｓｅｄＣｏｓｔＡｇｇｒｅｇａｔｉｏｎ（ＣＢＣＡ）ａｎｄＳｅｍｉＧｌｏｂａｌＭａｔｃ
ｈｉｎｇ（ＳＧＭ）ｐｉｐｅｌｉｎｅｔｏｏｐｔｉｍｉｚｅｔｈｅｃｏｓｔｆｕｎｃｔｉｏｎｆｏｒｇｅｎｅｒａｔｉｎｇｔｈｅａｃｃｕｒａｔｅａｎｄｄｅｎｓｅｄｉｓｐａｒｉｔｙｍａｐ．Ｗｅｕｓｅｄｔｈｅｐｕｂ
ｌｉｓｈｅｄｔｒａｉｎｉｎｇａｎｄｔｅｓｔｓｅｔｓｏｆＭｉｄｄｌｅｂｕｒｙｄａｔａｂａｓｅｔｏｅｖａｌｕａｔｅｏｕｒａｐｐｒｏａｃｈａｎｄｏｔｈｅｒｒｅｐｒｅｓｅｎｔａｔｉｖｅｓｔｅｒｅｏｍａｔｃｈｉｎｇｍｅｔｈ
ｏｄｓ，ｓｕｃｈａｓＭＣＣＮＮ，ＣＢＭＶａｎｄＭＣＣＮＮＷＳ．Ｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｐｒｏｖｅｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄｈａｓｈｉｇｈｅｒａｃｃｕ
ｒａｃｙａｎｄｂｅｔｔｅｒｒｏｂｕｓｔｎｅｓｓｏｆｄｉｓｐａｒｉｔｙｅｓｔｉｍａｔｉｏｎ，ａｎｄｅｓｐｅｃｉａｌｌｙｉｍｐｒｏｖｅｓｔｈｅｍａｔｃｈｉｎｇｒａｔｅａｎｄｐｒｅｓｅｒｖｅｓｉｍａｇｅｄｅｔａｉｌｓｉｎ
ｔｈｅｒｅｇｉｏｎｓｏｆｃｏｍｐｌｅｘｓｃｅｎｅ，ｉｌｌｕｍｉｎａｔｉｏｎｃｈａｎｇｅａｎｄｗｅａｋｌｙｔｅｘｔｕｒｅｄ．

Ｋｅｙｗｏｒｄｓ：　ｉｍａｇｅｓｅｑｕｅｎｃｅ；ｄｅｎｓｅｄｉｓｐａｒｉｔｙｍａｐ；ｂｉｎｏｃｕｌａｒｓｔｅｒｅｏｍａｔｃｈｉｎｇ；ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ；ｆｕｌｌｙｃｏｎ
ｖｏｌｕｔｉｏｎａｌｄｅｎｓｅｌｙｂｌｏｃｋ；ｍａｔｃｈｉｎｇｃｏｓｔ；ｆｏｒｗａｒｄｐｒｏｐａｇａｔｉｏｎ



第　４　期 吴俊稢：基于特征级联卷积网络的双目立体匹配

１　引言
　　立体匹配技术是图像处理与计算机视觉领域的一
项重要研究课题，旨在通过计算同一空间点在两个或

多个视图中的视差，从而恢复其深度信息，重构场景的

三维空间几何．研究成果已广泛应用于航空航天、机器
视觉系统、医疗诊断等领域，例如航天摄影测量［１］、医

疗器械外观缺陷检测与识别［２］等．
根据特征学习策略的不同，立体匹配技术研究可

大致分为两个方面．一方面是基于传统人工特征的方
法［３］，通过手工设计具体的图像特征进行学习，进而提

高特定场景图像序列下的视差计算精度，但该类方法

往往依赖于设计者的先验知识，存在较大的局限性．另
一方面，随着卷积神经网络的提出，基于深度学习的方

法逐渐成为计算深度信息的重要手段［４］．通过构建多
层非线性映射的深度卷积神经网络从大样本中自适应

学习大量的图像特征，以提高视差计算的精度．针对双
目图像中弱纹理区域的匹配准确性问题，Ｚｂｏｎｔａｒ等
人［５］首次提出基于块相似性比较的网络模型，该模型

通过比较图像块间的相似度寻找对应的像素点，能较

好地保持图像边缘．针对复杂场景下的深度不连续性
问题，Ｐａｒｋ等人［６］采用逐像素金字塔池化策略以扩大

感受野，能够有效提高深度不连续区域的匹配精度．
现阶段，虽然基于深度学习的方法已获得较高的

视差估计精度，但当图像序列中存在复杂场景、光照变

化以及弱纹理等困难场景时，视差结果中通常包含较

多的误匹配点．针对以上问题，本文提出一种基于特征
级联卷积网络的双目立体匹配方法，能够提高复杂场

景、光照变化以及弱纹理等困难场景下视差估计精度

和鲁棒性．

２　全卷积密集块
　　假设标准卷积神经网络（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔ
ｗｏｒｋｓ，ＣＮＮ）模型中第 ｌ层的输出 ｘｌ通过密集连接机
制［７］，以前馈方式迭代地级联所有前层的特征图，则输

出结果ｘｌ可定义如下：
ｘｌ＝Ｈｌ［ｘ０，ｘ１，…，ｘｌ－１］ （１）

式（１）中，Ｈｌ表示四次连续操作，依次是批归一化
（ＢａｔｃｈＮｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）、线性整流函数（ＲｅｃｔｉｆｉｅｄＬｉｎ
ｅｒＵｎｉｔ，ＲｅＬＵ）、卷积（Ｃｏｎｖｏｌｕｔｉｏｎ，Ｃｏｎｖ）、随机丢失率为
θ的丢弃层 Ｄｒｏｐｏｕｔ，ｘ０，ｘ１，…，ｘｌ－１表示第０，１，…，ｌ－１
层生成的特征图．本文采用该密集连接方式构建立体
匹配模型，可以有效降低网络模型的空间复杂度，并增

强图像纹理细节信息．
同时，为更好地控制特征图尺寸同时抑制误差敏

感度的削弱，以确保一定维度大小的特征张量传递到

后续隐藏层，本文在标准密集块的尾部引入过渡层，构

建全卷积密集块，即选择性地丢失空间池化层，依次执

行三次连续操作：３×３Ｃｏｎｖ、ＲｅＬＵ激活以及３×３Ｃｏｎｖ．

３　基于特征级联卷积网络的立体匹配

３１　初始匹配代价模型
针对传统代价函数计算过度依赖单一灰度信息易

在图像像素灰度变化细微甚至不变化的弱纹理区域产

生错误匹配问题，本文采用图像块相似比较策略计算

初始匹配代价．
如图１所示，为更合理地构造足够大的训练样本集

进行网络参数学习，以增强网络性能的表现能力，本文

首先引入指示函数划分各图像块，则块尺寸 φ定义
如下：

φ＝∑
ｉ∈Ｍ
１｛ｌｉ＝Ｃｏｎｖｖａｌｉｄ｝·（ｋｓ－１）＋１ （２）

式（２）中，Ｍ表示网络模型的总层数，ｋｓ表示第 ｌｉ卷积
层的卷积核尺寸，１｛·｝表示指示函数．当第 ｌｉ层为不
进行零填充的卷积 Ｃｏｎｖｖａｌｉｄ时，对其卷积核 ｋｓ进行式
（２）操作；反之，跳过该层并指向下一层直至遍历整个
网络结构．因此根据本文构建的网络模型，输入样本集
均是尺寸为１１×１１，通道数为３的图像块．

然后，本文采用前向和反向传播策略对网络权重和

偏置参数进行迭代更新，具体描述见算法１和算法２

算法１　前向传播

１１　批量输入１２８对左、右图像块集，其中左图像块为参考图像
块，右图像块为待匹配图像块；

１２　串联三个３×３小卷积核的Ｃｏｎｖｖａｌｉｄ初始化７×７感受野Ｒｅ
ｃｅｐｔｉｖｅＦｉｅｌｄ，并且每个 Ｃｏｎｖｖａｌｉｄ随后紧跟一个 ＲｅＬＵ，对图像块进行角
点、边缘等信息的提取，得到维度大小为２５６×５×５×８８的初始特
征图；

１３　利用全卷积密集块中的密集连接层 ＢＮ＋ＲｅＬＵ＋Ｃｏｎｖ＋
Ｄｒｏｐｏｕｔ进行特征重用，以增强高频信息，并采用过渡层对特征图进行
有效缩放，得到维度大小为２５６×１×１×１２４的特征张量；
１４　通过重塑操作对特征张量进行联结，不改变具体数值仅调

整维度，得到维度大小为１２８×２４８的特征向量；
１５　堆叠多个全连接层 （ＦｕｌｌｙＣｏｎｎｅｃｔｅｄ，ＦＣ）和 ＲｅＬＵ，对特征

向量进行分类和重组，得到维度大小为３８４×１的特征列向量；
１６　通过激活函数Ｓｉｇｍｏｉｄ对特征列向量进行非线性变化，预测

得到最终的相似数Ｓ．

最后，本文利用负连接神经元对网络预测的相似

数ｓ进行初始匹配代价Ｃ（ｐ，ｄ）转化：
Ｃ（ｐ，ｄ）＝ｗ′·ｓ （３）

式（３）中，ｐ＝（ｘ，ｙ）Ｔ表示图像像素，ｄ表示所有可能的视
差值，ｗ′表示权值，本文设置为－１当输入为一对完整的
左、右立体图像时，通过训练得到的具体网络模型 Ｒ，即
可得到本文方法计算的参考图像初始匹配代价结果．
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算法２　反向传播

２１　利用二元交叉熵 （ＢｉｎａｒｙＣｒｏｓｓＥｎｔｒｏｐｙ，ＢＣＥ）损失函数值，
对网络模型性能进行衡量，具体公式如下：

Ｌ（ｗ，ｂ）＝－１ｎ∑
ｎ

ｊ＝１
［ＧＴ·ｌｏｇ（Ｐ（ｘｊ））＋（１－ＧＴ）·ｌｏｇ（１－Ｐ（ｘｊ））］

（４）
式（４）中，ｗ和ｂ分别表示网络模型的权重和偏置参数，ＧＴ表示

真实值，Ｐ表示期望值，ｘ＝［ｘ１，ｘ２，…，ｘｊ］
Ｔ表示训练样本，ｊ＝１，２，…，

ｔ表示批尺寸，本文设置ｔ为１２８当一个批量样本前馈结束，通过式
（４）即可求得一个用于描述真实值与预测值之间偏差的损失值．
２２　采用小批量梯度下降ＭＢＧＤ策略，对式（４）进行链式求导，

以更新网络的初始权重和偏置参数，获得最终的网络模型Ｒ．

３２　立体优化模型
为进一步消除初始匹配代价结果中可能包含的噪

点，本文首先利用ＣＢＣＡ算法［８］对图像深度不连续区域

的相邻像素进行合并，并通过 ＳＧＭ算法［９］对２Ｄ视差
图进行强制平滑约束，得到最终代价：

Ｃｉ′ＣＢＣＡ（ｐ，ｄ）＝
１

‖Ｕｄ（ｐ）‖∑ｑ∈Ｕｄ（ｐ）Ｃ
ｉ′－１
ＣＢＣＡ（ｑ，ｄ），

Ｃ０ＣＢＣＡ（ｐ，ｄ）＝Ｃ（ｐ，ｄ）

Ｃ′（ｐ，ｄ）＝∑
ｒ
（Ｃ４ＣＢＣＡ（ｐ，ｄ）＋ｍｉｎｋ ｛Ｃ′（ｐ－ｒ，ｋ）＋ｐ｝）

　　　　　ｓ．ｔ．　ｋ∈｛ｄ－１，ｄ，ｄ＋１，ｏｔｈｅｒ













｝

（５）
式（５）中，Ｕｄ（ｐ）表示支持窗口，ｉ′表示迭代次数，ｒ表示
方向矢量，ｐ－ｒ表示左相邻像素，ｐ表示惩罚系数．

根据式（５）求得的代价结果 Ｃ′（ｐ，ｄ），利用赢者通
吃 （ＷｉｎｎｅｒＴａｋｅｓＡｌｌ，ＷＴＡ）策略寻找到图像像素代价

最小时的视差值：

ｄ′＝ａｒｇｍｉｎ
ｄ
Ｃ′（ｐ，ｄ） （６）

式（６）中，ｄ′表示本文方法计算得到的视差值．
３３　计算步骤

Ｓｔｅｐ１　输入左、右立体图像对，其中左图像为参考
图像，右图像为待匹配图像；

Ｓｔｅｐ２　根据网络模型Ｒ，对输入样本进行预测，进
而求得匹配代价Ｃ（ｐ，ｄ）；

Ｓｔｅｐ３　通过式（５）对初始代价进行优化，得到最
终代价Ｃ′（ｐ，ｄ）；

Ｓｔｅｐ４　利用 ＷＴＡ策略遍历整个视差空间寻找到
参考图像中像素点ｐ的最优视差值ｄ′．

经过以上具体步骤，即可得到本文方法计算的精

准稠密视差图．

４　实验与分析

４１　评估指标
本文采用误差比例 （ＰｅｒｃｅｎｔａｇｅｏｆＤｉｓｐａｒｉｔｙＥｒｒｏｒ，

ＰＯＤＥ）和平均误差 （ＡｖｅｒａｇｅＥｒｒｏｒ，Ａｖｇｅｒｒ）对视差结果
进行量化评估．其中，ＰＯＤＥ表示视差误差大于设定阈
值的图像像素点占整幅图像中所有像素点的比例；

Ａｖｇｅｒｒ表示整幅图像中所有像素点视差误差的平均值：

ＰＯＤＥ＝１Ｎ∑（ｘ，ｙ）（ｄｅ（ｘ，ｙ）－ｄＴ（ｘ，ｙ） ＞δ） （７）

Ａｖｇｅｒｒ＝１Ｎ∑（ｘ，ｙ） ｄε（ｘ，ｙ）－ｄＴ（ｘ，ｙ） （８）

式（７）和（８）中，ｄＴ（ｘ，ｙ）表示视差真实值，ｄε（ｘ，ｙ）表示
视差估计值，Ｎ表示整幅图像中像素点数，δ表示误差
阈值，本文设置δ为２０
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４２　参数设置
本文以 Ｍｉｄｄｌｅｂｕｒｙ数据库［１０］的训练集为例，进一

步将整个训练集的８０％划分为用于网络学习的训练样
本，剩余的２０％作为验证样本．本文设定动量为０９，迭
代次数为１４，初始学习率为０００３，当第１２次迭代结束
时将其学习率削减为００００３，进而讨论网络模型中密
集连接层数设置对本文方法视差估计性能表现的影

响．从图２可以看出，随着密集连接层数的增加，本文
方法视差误差呈现先减小后增加的趋势，当层数为 ３
时误差最低，因此本文设置密集连接层数为３

４３　对比方法
本文分别选取 ＭＣＣＮＮ［５］、ＭＣＣＮＮＷＳ［１１］、ＣＢ

ＭＶ［１２］、ＪＭＲ［１３］和 ＭｅｓｈＳｔｅｒｅｏ［１４］进行综合对比分析．其
中ＭＣＣＮＮ是基于数据驱动的深度学习方法，能够较
好地保持图像边缘信息；ＭＣＣＮＮＷＳ是一种弱监督的
深度度量学习方法，有效改善图像序列视差结果的噪

点；ＣＢＭＶ利用随机森林分类器合并多个匹配代价函数
和双向置信度特征消除视差结果中的异常值；ＪＭＲ是
基于 ＣＮＮ与条件随机场 （ＣｏｎｄｉｔｉｏｎａｌＲａｎｄｏｍＦｉｅｌｄ，
ＣＲＦ）相结合的立体匹配模型，视差计算过程中使用

ＣＲＦ模型融合相关卷和边缘权重以提高视差估计精
度；ＭｅｓｈＳｔｅｒｅｏ算法采用的是基于三角网格约束的全局
匹配模型，通过在视差细化过程中利用３Ｄ三角剖分对
视差图进行插值，优化匹配结果．
４４　Ｍｉｄｄｌｅｂｕｒｙ训练集实验

本文首先采用 Ｍｉｄｄｌｅｂｕｒｙ数据库提供的含有真实
视差值的训练集图像序列验证本文方法在困难场景下

视差估计的准确性和鲁棒性．图３分别展示了 Ｍｉｄｄｌｅ
ｂｕｒｙ训练集图像序列的参考图像、视差真实值以及各
对比方法的视差结果．其中，Ａｄｉｒｏｎｄａｃｋ存在弱纹理区
域，Ｐｉａｎｏ包含较为剧烈的光照变化现象，Ｐｉｐｅｓ为复杂
场景，Ｔｅｄｄｙ属于遮挡类型．

从图３中可以看出，ＭＣＣＮＮＷＳ算法整体视差效
果相比其他对比方法较差；ＭｅｓｈＳｔｅｒｅｏ算法在不同场景
图像物体边缘区域视差估计均存在一定的信息丢失；

ＭＣＣＮＮ算法能较好地保护边缘，但视差估计中包含大
量的噪点；ＣＢＭＶ算法视差估计边界更接近真实值，但
存在明显的过度平滑现象；ＪＭＲ算法整体视差估计效
果较好，能够较准确地估计图像物体轮廓，但在弱纹理

和遮挡区域存在一定误差；本文方法针对弱纹理、光照

变化和遮挡场景图像序列视差估计效果均优于其他方

法，并在复杂场景视差效果仅次于ＪＭＲ算法，但其细节
保护方面优于ＪＭＲ．

为定量分析本文方法的视差估计性能，表１分别
展示了各对比方法针对以上四种场景图像序列的视差

误差与时间消耗统计结果．从表１中可以看出，本文方
法在 Ａｄｉｒｏｎｄａｃｋ、Ｐｉａｎｏ和 Ｔｅｄｄｙ序列各项客观指标均
是最低，说明本文方法针对弱纹理、光照变化以及遮挡

场景视差估计具有较好的精度，仅在 Ｐｉｐｅｓ序列的
Ａｖｇｅｒｒ指标略高于ＪＭＲ，但其视差图的细节表现效果较
好．在时间消耗方面，本文方法由于代价计算过程中密
集连接层多次重用特征进行图像高频信息的补偿，导

致时间消耗略大．
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表１　Ｍｉｄｄｌｅｂｕｒｙ训练集图像序列视差估计误差与时间消耗对比（时间单位：ｓ）

对比方法 平均时耗
Ａｄｉｒｏｎｄａｃｋ Ｐｉａｎｏ Ｐｉｐｅｓ Ｔｅｄｄｙ

Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ

ＭＣＣＮＮ １２６ ５１５／１２１ １６６／３１７ ６２／３２ ３９１／１１２

ＭＣＣＮＮＷＳ ２４１ ７２９／１６６ １８９／３２１ ９２３／４２７ ６３６／２

ＣＢＭＶ １３６０ ６０６／１０９ １５１／２２６ ５６５／２４５ ４４８／１８４

ＪＭＲ ４２８ ５３４／０９２ １４２／２２１ ５４４／２１２ ５１２／１１５

ＭｅｓｈＳｔｅｒｅｏ ６２ ７１４／１５５ １５４／２７１ １２８／６０３ ６０８／１０５

本文方法 ５６７ ３３２／０７７ １２４／１８４ ４２２／２２７ ３５７／０９２

４５　Ｍｉｄｄｌｅｂｕｒｙ测试集实验
为了进一步验证本文方法在不可见数据下视差估计

的泛化性能，本实验选取未知真实值的Ｍｉｄｄｌｅｂｕｒｙ测试
集中的 Ｂｉｃｙｃｌｅ２、Ｌｉｖｉｎｇｒｏｏｍ、Ｐｌａｎｔｓ和 Ｃｏｍｐｕｔｅｒ序列为
例，它们分别对应包含弱纹理、光照变化、复杂场景以及

遮挡等困难场景，图４分别展示了Ｍｉｄｄｌｅｂｕｒｙ测试集图
像序列的参考图像和各对比方法的视差估计结果．

从图４中可以看出，ＭＣＣＮＮＷＳ算法对不同场景
细节保护效果较差；ＭｅｓｈＳｔｅｒｅｏ算法在不同场景下均存
在不同程度的拉伸现象；ＭＣＣＮＮ算法具有较多的图像
噪点；ＣＢＭＶ算法由于受到中值滤波的影响，视差估计
结果中存在较严重的过度平滑问题；ＪＭＲ算法受限于
ＣＮＮ对不可见数据的拟合能力，视差效果并不佳；本文

方法整体视差效果较好，尤其在不同场景下均具有较

好的细节保持效果，说明本文方法针对弱纹理、光照变

化、复杂场景以及遮挡等困难场景图像序列具有较高

的视差估计精度和鲁棒性．
为了量化比较不同方法的视差结果，表２分别列

出了本文方法与各对比方法的视差误差和时耗统计．
从表２中可以看出，本文方法在 Ｂｉｃｙｃｌｅ２、Ｌｉｖｉｎｇｒｏｏｍ、
Ｐｌａｎｔｓ和Ｃｏｍｐｕｔｅｒ序列各客观评价指标均是最低，说明
本文方法具有较好的视差估计精度和鲁棒性．在时间
消耗方面，本文方法在测试集序列的运行时间相比测

试集序列增加，由于测试集图像序列尺寸的增大，在遍

历整个视差空间搜索最优视差的时间消耗增加，进而

增加了运行时耗．

表２　Ｍｉｄｄｌｅｂｕｒｙ测试集图像序列视差估计误差与时间消耗对比（时间单位：ｓ）

对比方法 平均时耗
Ｂｉｃｙｃｌｅ２ Ｌｉｖｉｎｇｒｏｏｍ Ｐｌａｎｔｓ Ｃｏｍｐｕｔｅｒ

Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ Ｂａｄ２０／Ａｖｇｅｒｒ

ＭＣＣＮＮ １６９ ７１８／２６ １５４／４５６ ７９／５３４ ８４７／２４２

ＭＣＣＮＮＷＳ ３１９ １１１／４９９ １６３／４７９ １２１／７６２ １１８／３５４

ＣＢＭＶ １００１ ８０９／２８７ １７５／３５７ １０１／６９６ ９３１／２８８

ＪＭＲ ４４６ ８４４／２４２ １８／３９９ ７２９／３９１ １３８／３４２

ＭｅｓｈＳｔｅｒｅｏ ６５３ １０８／４２ １７７／４３８ １５４／８３ １１／２２６

本文方法 ８１２ ５８３／１７ １３２／３５７ ６３／３１３ ５７８／１６４
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５　结论
　　本文提出了一种基于特征级联卷积网络的立体匹
配估计模型．首先构造特征级联卷积网络模型计算出
初始匹配代价，然后利用立体优化约束策略对其进行

迭代计算，最后得到本文方法的视差估计结果．通过采
用Ｍｉｄｄｌｅｂｕｒｙ数据库提供的已知真实值的训练集和未
知真实值的测试集图像序列进行综合性实验对比分

析，实验结果表明了本文方法具有较好的视差估计精

度和鲁棒性，尤其针对弱纹理、复杂场景以及光照变化

等困难场景具有较好的图像细节保护效果．
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